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内容梗概

依存構文解析は様々な自然言語処理技術の中で，最も基礎的な技術の 1つであ

る．しかし，単語の意味的，文の構造的な曖昧性から，その精度は約 90％前半ほ

どである．本研究では，英語の shift-reduce型依存構文解析器において，単語の

分散表現を素性に利用することで，単語の意味，構文構造的なクラスを捉え，解

析の精度が向上することを示す．これは，類似する単語は，その単語に関する依

存構文が類似しているという考えに基づく．単語分散表現の構築については，大

量の言語データから分布意味論仮説に基づき，周辺単語の統計情報を利用するよ

うな一般的な構築手法に加え，解析器の内部状態を利用し，解析器の内部動作に

着目した単語分散表現の構築手法を提案する．
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1 序論

計算機によって大量の自然言語文を処理し，計算機が言語の意味を理解するこ

とは，情報検索，質問応答システム，情報抽出などの有用なタスクに生かされて

いる．このような自然言語処理技術で最も基礎部分に当たるものの 1つとして，

依存構文解析がある．この解析を基にして，意味表現解析 [1]，関係知識獲得 [2]

など，応用的な自然言語処理技術につながっていく場合が多い．

文内の単語の修飾・被修飾の関係を表す構造を依存構文といい，依存構文解析

とは，この依存構文を得る解析である．例えば，”I saw you with her.” という文

に対しては，図 1の様な依存構文が存在する．

一般に計算機による依存構文解析には様々な手法が存在するが，基本的には文

内の 2つの単語間に着目して，その間に依存関係があるかどうかを機械学習によっ

て判定することが多い．そのため，2つの単語間の情報，主に着目する単語とそ

の周辺単語の表層形，品詞タグから素性を抽出することになる．しかし，この素

性をベクトルで表示すると非常に疎で高次元である．特に表層の文字列を利用す

る素性は，単語の異なりを単位とする次元を考えることになり，「単語の表層文字

列が何であるか」という情報しか持っておらず，単語の意味などのまとまりの情

報を利用できないことが問題の 1つとしてあげられる．また，表層文字列のマッ

チしか考えないため，学習データに存在しない，あるいは低頻度の単語に関して

学習が進まないことが 2つ目の問題として挙げられる．

本研究では，解析器の素性として，意味的，構文構造的な類似度を捉えること

ができるような単語分散表現を考え，それを単語表層の素性と置き換えることを

考える．素性として意味的，構文構造的類似性を導入することにより，単語の類

似性による依存構文の類似性を捉えることが可能であることが 1つ目の利点とし

て挙げられる．また，この類似性を依存構文学習データ以外の大規模なデータか

ら獲得することにより，学習時の未知．低頻度単語を単語の類似性によって補間

できることが 2つ目の利点である．

単語分散表現は，単語間の類似度行列を特異値分解により次元を圧縮すること

によって構築する．単語間の類似度は分布仮説に基づき，大規模なデータから単

語の周辺単語の共起情報の類似度によって定義する．周辺単語として，一般には
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I saw you with her .

root

図 1: ”I saw you with her.” に対する依存構文

文内の前後の単語，もしくは依存構文木上の親子の単語をとる事が多いが，本研

究では，この 2つに加え，shift-reduce型解析器の内部状態における前後の単語

を周辺単語とすることを提案する．解析器の動作は内部状態によって決定するた

め，内部状態を周辺単語とすることで，解析器における動作の類似性を捉えられ

る．動作の類似性はそのまま解析器の素性として利用するのに適していると考え

られる．

評価実験では，これらの単語分散表現を素性として利用することによって，英

語における依存構文解析の精度向上が見られた．
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2 背景

2.1 依存構文解析

依存関係ラベルL = {l1, . . . , l|L|}が与えられたとき，文 x = w0 . . . wnに対する

依存構文は，方向付きグラフG = (V,A)で表される．ここで，V = {0, . . . , n}は，
単語を表すノード集合，A ⊆ V ×L×V は，依存関係を表す方向付きアーク集合で
ある．本研究では簡単のためラベルを1種類L = {null}とする．例えば，図1の文

x = w0 . . . w5 = ”I”, ”saw”, ”you”, ”with”, ”her”, ”.”に対する依存構文について，

V = {0, . . . , 5}，A = {(1, null, 0), (1, null, 2), (1, null, 3), (3, null, 4), (1, null, 5)}
である．1つの依存関係wi → wjに関して，単語wjに対して単語wiを親，係り

元などと，単語wiに対して単語wjを子，係り先などと呼ぶ．図 1における 1つ

の依存関係 saw→ Iを考えたとき，”saw”が親の単語，”I”が子の単語である．

依存構文解析には大きく分けてグラフベースの解析と遷移ベースの解析が存在

する [3]．グラフベースの解析として，最大全域木アルゴリズムを用いるもの [4]

やCKYアルゴリズムを用いるもの [5]が代表的である．一方，遷移ベースの解析

は shift-reduce型解析器を用いるもの [6]が代表的である．この研究では遷移ベー

スの手法の 1つである shift-reduce型の解析に着目する．

2.2 shift-reduce型依存構文解析

shift-reduce型依存構文解析は，入力の文に対し，左から右に単語を走査し解

析を行い，親単語が決定していない単語を処理中の単語としてスタックに積んで

処理する手法である．例えば，”I saw you with her.”という文に対しては，図 2

のように，”I”,”saw”,. . . と順に走査し処理していく．

未処理の単語と処理中の単語を格納するスタックを合わせて 1つの状態として，

そこに 3種類の動作 {shift, reduce-right, reduce-left}を行うことで依存関
係を決定する．shiftは未処理単語の先頭をスタックに積み，次の単語に走査す

る．reduceはスタックの先頭 2単語に対して依存関係を認め，係り先の単語をス

タックから削除する．このとき，reduce-rightの場合は，スタック先頭の単語が
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内部状態

ステップ 動作 スタック 未処理単語 アーク

0 - [ ] [ I saw with her . ] {}
1 shift [ I ] [ saw you . . . ] {}
2 shift [ I saw ] [ you with . . . ] {}
3 reduce-left [ saw ] [ you with . . . ] {(saw, I)}
4 shift [ saw you ] [ with her . . . ] {(saw, I)}
5 reduce-right [ saw ] [ with her . . . ] {(saw, I), (saw, you)}
...

図 2: shift-reduce型依存構文解析の内部動作

係り先となり，reduce-leftの場合は，スタック 2単語目が係り先となる．これ

ら 3つの動作のうち 1つを取ることを 1ステップとし，これらを繰り返すことに

よって文全体の依存構文を求める解析である．例えば，”I saw you with her.”と

いう文に対しての依存構文を得る場合，図 2のようなステップが取られる．1ス

テップ目は動作 shiftが選ばれ，未処理単語先頭の単語”I”がスタックに積まれ，

次の単語”saw”に走査する．3ステップ目では動作 reduce-leftが選ばれ，依存

関係 saw→ Iが認められ，子の単語”I”がスタックから除去される．

解析の動作選択を行うために，1つの状態に対してスコアを定義する．解析時は

最終的にスコアが最大となるような状態を探索する．各動作{shift, reduce-right,
reduce-left}に対するスコアの増分 {ξ, λ, ρ}は，式 (1-3)で示すように，状態か

ら抽出される素性ベクトルと予め学習された重みベクトルとの内積で定義される．

ξ = w · fshift(S, i) (1)

λ = w · freduce-left(S, i) (2)

ρ = w · freduce-right(S, i) (3)

各動作それぞれの素性 fshift(S, i)，freduce-left(S, i)，freduce-right(S, i)は，素性

セットと動作を表す素性の結合になっている．素性セットは未処理単語およびス
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タック内の単語の表層形及び品詞タグを抽出し，それらの組み合わせによって定

義する．例えば図 2の２ステップ目の状態について，スタック 1単語目と 2単語

目の組合せ素性 s0.w ◦ s1.w の素性は，式 (4)になる．

(s0.w = saw) ◦ (s1.w = I) (4)

これは，素性ベクトルのある次元が「スタックの先頭の単語が ”saw”であるこ

と，かつスタック 2番目の単語が ”I”であること」を表し，その次元の成分が 1

であることを表す．さらに式 (4)の素性は，動作を表す素性と結合して素性ベク

トルの 1つの素性になる．例えば動作 shiftを取るときの素性は，式 (5)になる．

(s0.w = saw) ◦ (s1.w = I) ◦ (action = shift) (5)

1つの状態に対する素性ベクトルは，このようなベクトルの足し合わせ，すな

わち 0,1だけの 2値ベクトルになっている．また，素性の次元は単語の表層形と

品詞タグの種類数，またそれらの組合せだけの大きさになっているため，素性ベ

クトルは非常に高次元で，疎なベクトルである．

素性セットは，Huang[7]のパーザに従うが，表 1で示すように，未処理の単語，

スタック，スタックの単語が依存関係にある単語の表層形及び品詞タグの組合せ

から成り立っている．ただし，図 4に示すように，si，qiはそれぞれスタック，未

処理単語の i番目の単語を表し，si.lc（si.rc）は，スタック内の単語 siの最も左

（右）の係り先単語である．w.w，w.tはそれぞれ単語wの表層，品詞タグを表す．

以上を定式化すると，図 3になる．

重みベクトルは，真の依存構文が付与されたコーパスを用いた教師あり学習に

より得られる．文 x = w0 . . . wn−1と真の依存関係集合 Agoldが与えられたとき，

アルゴリズム 1によって動作列 ygoldを一意に得ることができる．図 1の依存構文

において，真の動作列は式 (6)である．

shift, shift, reduce-left, shift, reduce-right, shift,

shift, reduce-right, reduce-right, shift, reduce-right
(6)

1記号”|”はスタックと単語の結合を表す．例えば S = [I saw]に対して S|you = [I saw you]で
ある．
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状態

⟨S, i, A, c⟩ ただし，
S:スタック，i: 未処理単語先頭位置，c:スコア，

(wa, wb) ∈ A: wa からwbへの依存関係

入力 w0 . . . wn−1 :文

初期状態 ⟨Ø, 0,Ø, 0⟩

shift(⟨S, i, A, c⟩) = ⟨S|wi, i+ 1, A, c+ ξ⟩ 1

動作 reduce-right (⟨S|s1|s0, i, A, c⟩) = ⟨S|s1, i, A ∪ (s1, s0), c+ λ⟩

reduce-left (⟨S|s1|s0, i, A, c⟩) = ⟨S|s0, i, A ∪ (s0, s1), c+ ρ⟩

終了状態 ⟨sr, n, A, c⟩

図 3: shift-reduce型依存構文解析の定式化

!"#$% &'()*%

s0%s2%

s0.lc% s0.rc%

s1%

s1.lc% s1.rc%

!%

!% !%

q0% q1% q2% !%

図 4: 内部状態と素性の範囲
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素性セット f(S, i)
s0, s1, · · · =スタック
qn = wi+n :未処理単語

1グラム s0.w s1.w q0.w

s0.t s1.t q0.t

2グラム s0.w ◦ s0.t s0.w ◦ s1.w
s1.w ◦ s1.t s0.t ◦ s1.t
q0.w ◦ q0.t s0.t ◦ q0.t

3グラム s0.w ◦ s0.t ◦ s1.t s0.t ◦ s1.w ◦ s1.t
s0.w ◦ s1.w ◦ s1.t s0.w ◦ s0.t ◦ s1.w
s0.t ◦ q0.t ◦ q1.t s1.t ◦ s0.t ◦ q0.t
s0.w ◦ q0.t ◦ q1.t s1.t ◦ s0.w ◦ q0.t
s2.t ◦ s1.t ◦ s0.t
s1.t ◦ s1.lc.t ◦ s0.t s1.t ◦ s1.rc.t ◦ s0.t
s1.t ◦ s0.t ◦ s0.rc.t s1.t ◦ s1.lc.t ◦ s0.t
s1.t ◦ s1.rc.t ◦ s0.w s1.t ◦ s0.w ◦ s0.lc.t

4グラム s0.w ◦ s0.t ◦ s1.w ◦ s1.t

表 1: 素性セット
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Algorithm 1 真の動作列を求めるアルゴリズム
入力 :文 x,真の依存関係集合Agold

State← ⟨Ø, 0, , ⟩
y ← []

repeat

if ⟨S|s1|s0, i, , ⟩ and (s1, s0) ∈ Agold and ̸ ∃w[(s0, w) ∈ Agold] then

y.append(reduce-right)

State←reduce-right(State)

else if ⟨S|s1|s0, i, , ⟩ and (s0, s1) ∈ Agold and ̸ ∃w[(s1, w) ∈ Agold] then

y.append(reduce-left)

State←reduce-left(State)

else

y.append(shift)

State←shift(State)

end if

until Stateが終了状態

return y
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Algorithm 2 構造化平均パーセプトロン
入力: 学習データD = {(x(t), y(t))}nt=1, 素性関数Φ

w, aw← 0⃗

n← 0

repeat

for all example (x, y) in D do

n← n+ 1

z ← PREDICT (x,w)

if z ̸= y then

w← w + Φ(x, y)− Φ(x, z)

aw← aw + n(Φ(x, y)− Φ(x, z))

end if

end for

until coveraged

return w − aw/n

2.3 構造化パーセプトロン

パーセプトロンはデータセットD内から 1つづつ例 dを取り出し，それに対し

て重みベクトルを更新するオンライン学習である．1つの例 dは，入力 xと，正

しい出力構造 yからなる．重みベクトルが学習できたとき，予測は素性関数をΦ

としたとき，式 (7)によって行われる．

arg max
y

w · Φ(x, y) (7)

Algorithm2に一般的な構造化平均パーセプトロンのアルゴリズムを示す．PREDICT

関数は入力と現在の重みベクトルwを用いて予測を行い，その結果の構造 zを返

す関数である．予測は，xと yから，Φによって素性を抽出し，式 (7)によって決

定する．現在の重みベクトルによる予測が間違っていれば，重みベクトルに正し

い素性を加え，予測されたものを負例として素性から減じることによって，間違

えた予測が正しい方向に修正されるように重みベクトルを更新する．また平均化
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パーセプトロンは学習データを何回か走査して重みを更新し，その重みベクトル

の平均を出力することで性能が向上することが知られている．

shift-reduce型構文解析の学習を構造化パーセプトロンで行う場合では，文 x

と文に対応する真の動作系列 yから解析器の重みベクトルを学習する．動作系

列をビーム探索で学習・予測する場合，真の系列が探索の途中でビームから外れ

てしまうと正しく予測できなくなってしまうため，どの負例で重みベクトルを更

新するかが重要になる．この問題に対する学習手法としてmax-violation構造化

パーセプトロン [12]という手法がある．これは正例に対して，一番予測が間違っ

たところまでの素性で重みベクトルを更新する手法である．具体的には，系列の

各ステップにおいて一番良い予測のスコア，つまりビームの先頭のスコアと真の

スコアの差が最大となったときの素性を用いて重みベクトルを更新する．max-

violation構造化パーセプトロンのアルゴリズムを Algorithm3に示す．ただし関

数MAX-V IOLATION は，iステップ目のビーム先頭を B0
i としたとき,式 (8)

である．

arg min
y∗,z∗∈B0

i

Φ(x, y∗)− Φ(x, z∗) (8)

本研究ではこのmax-violation構造化パーセプトロンを用いて学習を行う．
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Algorithm 3 max-violation 構造化平均パーセプトロン
入力: 学習データD = {(x(t), y(t))}nt=1, 素性関数Φ

w, aw← 0⃗

n← 0

repeat

for all example (x, y) in D do

n← n+ 1

y′, z ←MAX − V IOLATION(x, y,w)

if z ̸= y′ then

w← w + Φ(x, y′)− Φ(x, z)

aw← aw + n(Φ(x, y′)− Φ(x, z))

end if

end for

until coveraged

return w − aw/n
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3 手法

この章では，shift-reduce型依存構文解析器の内部状態を利用した単語分散表現

の作成手法と，その分散表現を素性として再度学習の素性に組み込む事を考える．

まず，3.1節で，既存手法の問題点と単語分散表現の解析への素性利用につい

て利点と方法を述べる．次に，3.2節で，本研究で提案する解析器の動作の類似

性を捉えた単語分散表現を含めた，単語分散表現の構築手法について述べる．

3.1 単語類似性の素性利用

既存手法の素性セットは，2.2節でも述べたように，単語の表層形及び品詞タ

グの組合せを考えているため，素性空間及び重みベクトルは非常に高次元で，素

性は非ゼロ要素が次元に対して非常に少ない疎なベクトルになっている．

この素性の一部として s0.wの素性とそれに対応する重みベクトルws0.wを考え

る（例えば，図 5上部ではスタックの先頭が”saw”，動作が shiftの時の素性ベ

クトルの一部を表している）．この素性ベクトルと重みベクトルは，単語の表層

の種類と 3種類の動作の組合せ数だけの次元が必要になる．単語の異なり数は数

万の単位であるため，これらは非常に高次元であることがわかる．つまりこの素

性は，「単語の表層文字列が何であるか」という情報しか持っておらず，単語の意

味や品詞タグ以上の構文構造に関する情報を利用できないことが 1つ目の問題点

として挙げられる．また単語表層のマッチしか考えないため，学習データにおい

て低頻度や未知の単語に対して学習が進まないことが 2つ目の問題点として挙げ

られる．

ここで，例えば，”saw”という単語に関して，主語に関する係り先は，”I”のよ

うに「見る」という動作を取れるような，「人間・生物」を表す単語が来ること

が多く，目的語に関する係り先は，”you”といったような，「実体物」を表す単語

が来やすい，といったような依存関係の選好性が存在する．一方，似た意味を持

つ”watched”という単語に関しても”saw”の依存関係と似た依存関係を持つこと

が考えられる．そこで，単語の意味，構文構造などの類似性を解析の素性として

加えることによって，依存関係の類似性を捉えた解析ができることが 1つ目の問
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図 5: 素性ベクトル

題を軽減すると考えられる．またこの類似性を学習データ以外のデータから得る

ことによって学習データにおいて未知・低頻度の単語を類似単語によって補間す

ることで 2つ目の問題に対処する．

本研究では，素な素性ベクトルを単語の類似性を捉えた密な分散表現に置き換

えることを考える．素性を意味的，構文構造的な類似性を捉えた密な空間に抑え

ることで，先に述べたような依存関係の類似性を捉えられるような解析になると

考えられる．また，この単語分散表現を，学習データ以外の大規模な言語データ

から構築することによって，学習データに存在しない，または低頻度の単語の分

散表現を得ることができる．それらの単語を意味的，構文構造的な類似性が利用

できる解析器で学習・解析することによって未知，低頻度の単語に対しても適切

な構文構造を得ることができると考えられる．

図 5では，単語の意味に着目し，各次元は，例えば「見る」という意味を持つ

単語であることを表す次元，「人間」という意味を持つ単語であることを表す次元，

などということを概念的に表現している．ただし，各次元の持つ意味は，必ずし
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も人間が一意に解釈できるとは限らない．

3.2節で，本研究で提案する手法を含めた，解析器の素性として利用する単語

分散表現の構築手法について述べる．

3.2 単語分散表現の構築

単語分散表現を構築する一般的な手法として，単語を周辺文脈の分布のベクト

ルと考え共起の情報を計測し，単語の類似度を考える研究がある [8]．これは，単

語の意味は周辺文脈の単語の分布によって決まるという分布仮説 [9]に基づいて

いる．近年では，Mikolovら [10]や，Socherら [11]がニューラルネットワークを

用いて意味的構成性を捉えた単語ベクトルを作成している．

素性に利用する単語分散表現を構築する手法として，文の周辺単語を利用する

方法，依存構文木の周辺単語を利用する方法，さらに解析器の内部状態に基づく

手法を考える．

解析器の内部状態に基づく分散表現

本研究で提案する shift-reduce型依存構文解析器の内部状態を利用した単語分

散表現について述べる．

この単語分散表現は，3.1節で述べたように，ターゲットとする単語がスタッ

クの先頭に来たとき，解析器が取る動作の類似性を捉えたものになることが望ま

しい．ここで，既存手法の素性（表 1）を考えると，解析器の動作は，高々ター

ゲット単語の周辺 1単語の表層形及び品詞タグ，加えて周辺 3単語とその係り先

単語の品詞タグのみで決定しているため，スタック先頭単語をターゲットとした

とき，解析器が取る動作の類似性は，解析器の各ステップにおける周辺単語の分

布の類似性によって捉えられると考えられる．

そこで，スタックの先頭単語をターゲットとして，解析器の各ステップにおけ

る周辺単語の分布を計測することによって単語の分散表現を得ることを提案する．

すると，単語間の解析器の動作の類似度は分散表現のコサイン類似度で捉えるこ

とができる．
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周辺単語を 4つの位置 p ∈ {s, s in win, q, q in win}，に分割し，ターゲットの単
語wi ∈ W と，コンテキスト単語 cj ∈ Cpから，各単語の出現頻度Cw(wi),Cc(cj)

とバイグラム出現頻度C(wi, cj)を計測する．これらの出現頻度により単語-コン

テキストの PMI行列を作成する．図 4において，ターゲットの単語は s0，コン

テキスト単語は，位置 sにおいては s1，位置 s in winにおいては {s1, s2, s3}，位
置 qにおいては q0，位置 q in winにおいては {q0, q1, q2}とする．

Pp = [PPMI(wi, cj)] ∈ Rn×m ∀p (9)

ただし，n = |W |，m = |Cp|であり，共起の指標は PPMI(Positive Pointwise

mutual information)を用いる．

PPMI(wi, cj) = max(log
p(wi, cj)

p(wi)p(cj)
, 0) (10)

ただし，p(wi, cj) =
C(wi,cj)

ΣC(wi,cj)
は，wi と cj が同時に出現する確率，p(wi) =

Cw(wi)
ΣCw(wi)

，p(cj) =
Cc(cj)

ΣCc(cj)
は，それぞれ wi と cj の出現確率である．各 Pp の列

ベクトルP∗
p[i :]は，ターゲット単語wiの各位置における周辺単語の分布を示す

ベクトルになっている．PMIは低頻度の事例については誤差が大きくなるため，

Ppはノイズが含まれる可能性がある．そのため，各行列Ppを特異値分解により

P∗
p ∈ Rn×k に次元圧縮を行う．

すべての位置の類似度を考慮して分散表現を構築するために，周辺単語分布を

示す各P∗
pから単語類似度行列を作成し，その要素積行列 (multi)と，連結行列

(concat)を考える．

Sp = [sim(wi, wj)] ∈ Rn×n ∀p (11)

Smulti = [
∏
p

Sp[i : j]] ∈ Rn×n (12)

Sconcat = [Ss|Ss in win|Sq|Sq in win] ∈ Rn×4n (13)

ただし”|”は行列の結合である．類似度は非負のコサイン類似度を考える．

sim(wi, wj) = max(
P∗

p[i :] ·P∗
p[j :]

|P∗
p[i :]||P∗

p[j :]|
, 0) (14)
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Smultiと Sconcatは単語-すべての位置の周辺単語の類似度行列になっている．こ

れを特異値分解によって次元圧縮を行うことで，類似する単語に対応する次元を

縮退させ，圧縮後の次元は単語の動作的まとまりを捉えることになる．つまり特

異値分解後の類似度行列 S∗
multi, S

∗
concat ∈ Rn×dの列ベクトルは，列に対応する単

語の d次元の分散表現になる．

文の周辺単語による分散表現

単語の意味は周辺文脈の単語の分布によって決まるという分布仮説に基づき，

周辺単語を文の前後 3単語として，同様の手法で単語分散表現を構築する．

　文 x = w0 . . . wnにおいて，ターゲットの単語をwiとしたとき，コンテキス

ト単語を {wi−1, wi−2, wi−3, wi+1, wi+2, wi+3}として，出現頻度を計測，PMIによ

り単語の周辺単語分布ベクトルを作成する．PMI行列はノイズ除去のために特異

値分解を施す．PMI行列から単語類似度行列を作成し，特異値分解により単語分

散表現を構築する．

依存構文木上の周辺単語による分散表現

周辺単語を依存構文木上の親子の単語によって分散表現を構築する．

依存構文G = (V,A)において，ターゲットの単語をwiとしたとき，コンテキ

スト単語を wiの親単語 3世代，子単語 3世代として，出現頻度を計測，PMIに

より単語の周辺単語分布ベクトルを作成する．ただし，コンテキストを親と子及

びその深さで区別する．この手法も同様に PMI行列から単語類似度行列を作成

し，特異値分解により単語分散表現を構築する．

16



4 実験

4.1 実験設定

まず，ベースラインとしてHuangらの研究 [7]に基づく non-DP shift-reduce型

パーザを実装し，1文に対する動作列をmax violation 構造化パーセプトロン [12]

で学習した．ビーム幅は 8とした．学習，評価は Penn TreebankのWall Street

Journalコーパスの分割データを用い，02 - 21を学習データ，22を開発データ，

23をテストデータとした．重みベクトルは 0ベクトルで初期化し，学習データ全

体に対するイテレーションの回数を 10回としてパーザを学習した．

次に，New York Timesの 2007年 1月から 6月までの 6ヶ月分の本文（1,578,645

文）に対して，品詞タグを Stanford POS Tagger[13]で得た上で，学習したベース

ラインのパーザで解析を行い，3.2節の手法で 4種類の単語分散表現（解析器の内

部状態に基づく分散表現 (multi, concat)，文の周辺単語による分散表現 (linear)，

依存構文木城の周辺単語による分散表現 (tree)）を作成した．ただし，出現頻度

50未満の単語は未知単語として 1つの単語として考えPMIを計測した．学習・解

析時の単語に分散表現が存在しなければ未知単語のベクトルが用いられる．分散

表現の次元は 300次元とした．

また参考としてMikolovら [10]の手法による公開されている単語分散表現（w2v）

とも比較した．この分散表現はGoogle Newsデータセット約 1000億トークンで

学習されている．

これらの単語分散表現で，3.1節で述べたように単語の素性を置き換え再度パー

ザの学習を行った．学習データ，学習アルゴリズム，イテレーションの回数は

baselineの方法に準拠した．

評価は記号を除いたすべての単語に対して，係り元の単語の正解率で評価する．

4.2 結果・考察

依存構文解析精度

ベースラインと各分散表現を素性として用いたときの結果を表 2に示す．
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精度 (%)

手法 開発セット テストセット

baseline 90.83 90.90

multi 91.13 90.98

concat 91.34 91.32

linear 91.08 90.94

tree 91.48 91.44

w2v 91.44 91.31

表 2: 依存構文解析の精度

baselineとの比較によると，単語分散表現を素性に利用することによって，解

析の精度が向上した．本研究で提案した手法を比較すると，multiより，concat

の方がより精度が向上した．multiの場合，全てのコンテキストの位置の類似度

が大きくならないと単語の類似度が大きくならないため，concatより動作の類

似性が捉えられていないと考えられる．一方で concatは，次元圧縮の段階で類

似性の識別に有用なコンテキストの位置を選択することができるので，解析の精

度が上がっていると考えられる．

単語分散表現を利用した手法の中では，tree，次いで concatが高精度であっ

た．これらの手法は，学習データも大きくニューラルネットワークを利用してい

るw2vの手法に匹敵している．

単語類似度

ある単語についてそれに類似する上位 5件の単語を，各単語分散表現のコサイ

ン類似度によって求め，これを比較した（表 3,4)．表 3において，対象の単語と

構文的役割が異なると思われる類似単語を下線で示した．また，表 4において，

対象の単語と意味クラスが異なると思われる類似単語を下線で示した．

表 3より，linearの手法よりmulti，concat，treeの手法のほうが構文的役割

が捉えられていると考えられる．linearの手法は文の周辺単語を見ているため，

例えば助動詞に対して”not”などの，隣接しやすい単語の類似度が高くなってし
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まう．対して，他の手法は，周辺単語として依存構文を見ているため，依存構文

的に似ている単語が類似し，構文的役割が捉えられているといえる．

一方，表 4より，treeの手法よりmulti，concat，linearの手法のほうが意味

クラスを捉えられていると考えられる．単語の意味は，主に文においての周辺単

語に依存していると考えられる．

提案手法multi，concatは，両者の特徴を捉えている．これは，解析初期のス

テップでは，主に文においての周辺単語がカウントされ，終盤のステップに行く

につれ，依存構文上の周辺単語がカウントされているからであると考えられる．

この結果を踏まえ，再度解析の精度について考えると，解析の精度は構文的役

割が捉えられていることが重要である可能性がある．
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(a) might: 助動詞

concat multi linear tree

could should should should

should must n’t does

would can could must

can could how could

must may if did

(b) gave: 他動詞 (V A to B)

concat multi linear tree

took turned took took

brought took came came

got brought went got

turned found added showed

asked added sent turned

表 3: (a)might (b)gaveに対する類似度上位 5単語

ただし，構文的役割が異なると思われる単語を下線で示す．

(c) noon

concat multi linear tree

a.m. 9:30 11:30 a.m.

11:30 8:30 9:30 sundays

pm 4:30 10:30 saturdays

9:30 10:30 7:30 mondays

6:30 7:30 1:30 10:30

(d) foods

concat multi linear tree

product ingredient organic goods

ingredients drinks menu technologies

drinks wines beer airlines

food food wine brands

wine wine coffee chips

表 4: (c)noon (b)foodsに対する類似度上位 5単語

ただし，意味が異なると思われる単語を下線で示す．
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5 関連研究

依存構文解析の素性として，単語の意味，構文構造などの情報を用いる研究は

多く行われている．

Kooら [14]は Brownアルゴリズム [15]で求められるクラスタ情報を素性とし

て用いることでグラフベースの手法の依存構文解析の精度が向上している．この

クラスタ情報は，nグラム単語の出現頻度情報によって階層的クラスタリングを

行った結果であり，0,1の 2ビットによるビット列で単語が表現される．素性には

先頭の数個のビット列をそのまま素性として用いている．Banasalら [16]は，連

続値のベクトルを作成する様々な手法の単語ベクトルを用いて単語クラスタ情報

を得て，依存構文解析に利用する研究である．しかしこのクラスタ情報も，連続

値のベクトルから階層的クラスタリングにより，2ビットのビット列に直してか

ら，先頭数個のビット列を素性として用いているものであり，グラフベースの手

法の依存構文解析で精度向上が見られる．以上の 2つの手法は，階層的クラスタ

リングに基づくビット列を利用しているため，単語がどのクラスタに属するか，

という情報を解析器に与えていることになる．

Andreasら [17]は外部データから構築した単語分散表現をそのまま素性として

組み込むことは言語処理のさまざまなタスクにおいて，1.学習データにない単語

を類似単語によって補間できること，2.類似単語の統計をプールして使えること，

3.分散表現がそのまま素性として使うのに適していること，の 3つの利点がある

ことを述べていて，その効果を確率的文脈自由文法を用いた依存構文解析の精度

向上によって示している．
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6 結論

shift-reduce型依存構文解析の素性に単語分散表現を利用することによって，解

析の精度が向上することが確認できた．これは，単語の類似度，特に構文構造的

な類似度によって，依存構文の選好性を学習・解析に利用できていることによる

と考えられる．

また解析器の内部状態に基づく単語分散表現の構築手法を提案した．この分散

表現も，一般的に用いられる文上，依存構文木上の周辺単語に基づく手法と同様

に解析器の精度に貢献することが確認できた．また定性的評価であるが，この分

散表現は意味・構文構造的類似度を同時に捉えていることを確認した．内部状態

の周辺単語の取り方には，係り先単語として除かれた単語を使ったり，ターゲッ

トとの距離の情報を入れるなど改善の余地があると考えられる．これによって解

析の精度は更に向上する可能性がある．
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