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ニューラルネットに基づく日本語係り受け解析 ∗

田中亮太

内容梗概

日本語の係り受け解析では，二文節間の係り受け関係を解くために，文節間の

基本的な素性に加え，それらの複雑な組み合わせを獲得する必要がある．これま

で組み合わせ素性は，有効だと思われる組み合わせの人手による列挙や，非線形

カーネルを用いた手法により獲得されてきた．しかしながら人手による列挙には

高度な言語学的知識が必要とされ，また非線形カーネルを用いた手法は学習・解

析に非常に時間が掛かるという欠点がある．

入力間の複雑な組み合わせ素性を獲得できる手法として，ニューラルネットが

挙げられる．近年，英語におけるNLP分野では，複雑な構造を持つニューラル

ネットにより，従来のモデルでは捉えきれない素性構造を獲得し，精度を上げる

とする多くの研究がなされている．しかしながら，これまで日本語自然言語処理

に対してニューラルネットを適用した研究は殆どなされてこなかった．そこで本

研究では，日本語係り受け解析にニューラルネットを適用する事を検討する．

本研究ではまず，人手により設計された組み合わせ素性に対して，ニューラル

ネットがより優れた組み合わせを獲得できるかについての検証を行った．実験結

果から，適切な学習パラメータ及び学習法を用いることで，ニューラルネットが

人手による手法より優れた精度を達成できることを示した．また，学習を終えた

ニューラルネットワークの中間層を解析することにより，組み合わせ素性が正し

く獲得されているかの調査を行った．

また，本研究が用いたモデルに近い構造を持つ，英語における先行研究になら

い，単語分散表現を導入した場合の効果について，具体的な検証を行った．
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1 はじめに

　本節では，まず研究背景及び目的を述べた後，本論文の構成を示す．

1.1 研究背景

　日本語係り受け解析では，文中のある二文節の係るか・係らないかの判別を繰

り返すことにより，文全体の係り受け関係を決定する．二文節の係り受けの判別

を行うために，まず係り元と係り先にまつわる基本素性（係り元がどのように言

い切られているか，あるいは後ろ文節の主辞となる単語は何かなど）を抽出する．

しかしながら，これら基本素性だけでは係り関係の判別を行うには不十分であ

り，第 3章で述べるように，基本素性間の複雑な組み合わせ素性を考慮する必要

がある．

これまでは，組み合わせ素性の獲得を，言語学的直感に基づいた人手による記

述 [1]や，多項式カーネルを用いた SVM[2][3][4][5][6]，あるいはカーネルの展開

の考慮 [7][10][11]などにより対処してきた．組み合わせ素性の人手による記述は，

重要だと思われる組み合わせを選択的に捉えるため，抽出される素性数を少なく

できるという利点がある．しかしながら，組み合わせ素性の列挙には高い専門性

を必要とし，また重要な組み合わせを人手では列挙しきれない可能性がある．非

線形カーネルに多項式カーネルを用いた手法は，組み合わせ素性の獲得を非線形

なカーネルにより獲得しており，高い精度を達成している．しかしながら，教師

データサイズ及び入力素性が大きい場合，学習に非常に時間が掛かるという欠点

がある．これに対し，多項式カーネルの展開を考え，展開された膨大な組み合わ

せ素性の内，有効であるものを選択し，効率的に学習及び解析を行う研究も提案

されている [7][9][10][11]．これらの手法では基本的に，展開された素性の内の有効

なもののみを使って線形回帰を行うため非常に高速であるが，多項式カーネルの

次数 dを大とした場合に展開される素性数が膨大になるため，次数 dを限定（通

常は d ≤ 4）する必要がある．

入力間の複雑な素性の組み合わせを獲得できる他の手法として，ニューラルネッ

トワーク（以後ニューラルネット）が挙げられる．ニューラルネットは，英語に

おけるNLPの基礎・応用タスクで近年盛んに研究され，各タスクにおいて高い

性能を示すことが多く報告されている．しかしながら，ニューラルネットを日本

語タスクに適用し，組み合わせ素性を獲得したとする研究はこれまでなされてこ

なかった．
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また，NLP分野では，対象タスクの精度を向上させるための取り組みとして，

外部の大規模なコーパスで教師無し学習を行った単語分散表現を入力として加え

るなどの工夫がなされてきた．近年，ニューラルネットを用いることで，単語分

散表現もパラメータとして学習することで精度の向上を行う研究が報告されてい

る [12]が，SVMなどの既存手法ではこれらの単語分散表現を入力として加える

ことはできても，パラメータとして学習することは困難である．

1.2 本研究の目的

　本研究ではまず，日本語係り受けタスクを解くために必要とされている組み合

わせ素性を，ニューラルネットが捉えることができるかについての検証を行う．

そのためにまず，人手で設計された内本 [1]らと同じ素性設定を用い，組み合わ

せ素性を用いたベースラインと，基本素性のみを用いたニューラルネットとの比

較実験を行い，ニューラルネットが人手では捉えられない組み合わせを獲得でき

ているかについて確かめた．この時，学習されたパラメータの内部を分析するこ

とで，どのように組み合わせ素性が獲得されるかを明らかにした．また，本モデ

ルと同じ解析法を用いている，非線形カーネルを用いた手法に対し，同じ素性設

定のもとで比較実験を行い，非線形カーネルを用いた手法と同等の性能を示すこ

とができるかについて調査した．さらに，英語における係り受けタスクにおいて，

本研究に近い構成のニューラルネットを用いた研究に対し，それらの研究が用い

ている単語分散表現が，実際にどのような影響を与えているのかについても実験

を行い，分散表現の有用性についての検証を行った．

1.3 本研究の構成

　本論文では，まず第 2章で日本語係り受け解析及び英語におけるニューラルネッ

トの関連研究について述べる．次に第 3章で組み合わせ素性の詳細な役割とニュー

ラルネットによる組み合わせ素性の獲得の検証を行う．さらに，第 4章で既存手

法との比較を行い，第 5章で単語分散表現の導入を検討する．最後に，第 6章で

総括を行う．
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2 関連研究

2.1 日本語係り受け解析

　日本語係り受け解析では，まずタスクの前処理として文の形態素解析と文節ま

とめ上げを行い，文節列を生成する．その後，得られた文節列中のすべての文節

について，係り先の文節を推定するという問題を解くことになるが，どの文節を

先に解いていくかによっていくつかのバリエーションが存在する．例えば，文末

から文節を見ていき，非交差条件を考慮しながら係り先を決定していく手法 [1]

や，文頭から文節を見ていき，直後に係るか・係らないかによってまとめ上げて

いく Shift-Reduce法 [3]，あるいはすべての文節について，直後に係るかどうか

を判別し，係ると判定したものから決定していく，チャンキング段階適用法 [4]な

どが存在する．これらの手法では基本的に，係り元の文節と係り先の文節につい

ての素性を抽出し，これら二分節が係るか/係らないかをモデル化し，解析を行っ

ている．

これに対し，すべての係り先候補に対し，それらの間でどの候補が尤もらしい

かということをモデル化し，解析を行う手法も提案されている．相対モデル [5]

では，係り元に対するすべての係り先候補に対し，係り先となる確率を相対的に

モデル化している．トーナメントモデル [6]では，係り先候補をトーナメント形

式で競り合わせ，どの候補が係り先として最も優れているかを選別していく．こ

れらのモデルは，係り元・係り先の二文節間の係りやすさをモデル化する手法に

対し，係り先候補間の優劣を表すように学習するため，二文節間だけではなく周

辺の情報を組み入れることができ，良い性能を示すことが報告されている．しか

しながら，相対モデルでは係り先候補が可変であるためにモデルの拡張が難しく，

トーナメントモデルはトーナメントを進める順序（前から行うか後から行うか）

によって性能が変化するため，もっともよいモデルを得るためにすべての解析順

序を試す必要があるという欠点がある．

その他，すべての文節とそれらの可能な係り関係をそれぞれノード・エッジと

してグラフ化し，エッジに対して係りやすさのスコアを算出後，最大部分木を見

つけるMST[8]などが存在し，日本語に限らず係り受け解析タスクで広く利用さ

れている．

本研究では，人手により組み合わせ素性した内本らの手法 [1]と比較するため，

文末から貪欲に係り先を同定していく解析法を用いる．
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2.2 基本素性と組み合わせ素性

　第 3章で説明するように，係り受け解析には二文節間から抽出した基本素性だ

けではなく，それらの複雑な組み合わせを考慮した学習・解析を行うことが必要

となる．チャンキング段階適用法や Shift-Reduce法などの，二文節が係るか・係

らないかの二値分類を行うモデルでは，非線形カーネルの一種である多項式カー

ネルを用いた SVMにより，基本素性のみから組み合わせ素性の考慮が可能であ

る．しかしながら，一般的に非線形カーネルを用いた SVMは，トレーニングセッ

トが多い場合に学習及び解析に膨大な時間を要するという欠点がある．

これに対し，多項式カーネルについて，その明示的な展開を考慮することで処

理時間の問題を解決しようとする手法も存在する [9][10][11]．これらの手法では，

多項式カーネルの明示的な展開を考え，展開される膨大な組み合わせの中から出

現頻度の低いものを除き，効率的な学習と重みの計算により，処理時間の大幅な

短縮に成功している．しかしながら，多項式カーネルの展開により生成される組

み合わせ素性の数は膨大となるため，これらの研究ではカーネルの次数を低い次

数（d = 3）に限定している．

2.3 ニューラルネットと係り受け解析

　入力間の複雑な組み合わせを考慮することのできる他の解析手法として，ニュー

ラルネットが挙げられる．ニューラルネットを自然言語処理に応用する研究はこ

れまで多くなされてきたが，日本語の係り受け解析に応用するとする研究は未だ

なされていない．

また，日本語の係り受け解析と対比されるタスクである，英語の依存構文解

析（Dependency Parsing）では，ニューラルネットを用いたシステムにより，既

存手法に並ぶ精度を得られたとする研究が，最近となって多数報告されている

[13][14][15]．しかしながら，これらの研究ではニューラルネットと同時に，第 5

章で詳細に解説するエンベディングと呼ばれる手法が使われており，システムの

貢献がニューラルネットによるものか，エンベディングによるものかが明らかで

はなかった．

本研究では，ニューラルネットを用いた日本語係り受け解析を行うにあたって，

これらのエンベディングの導入を行って効果を検証し，その有用性を確かめた．
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3 ニューラルネットによる係り受け解析

　本章では，まず組み合わせ素性の重要性及び用いた基本素性についての解説を

行い，その後解析に用いるニューラルネットモデルの具体的な説明を行う．

3.1 係り受け解析と組み合わせ素性

　これまで何度か触れてきたように，係り受け解析は，基本素性だけでは解くこ

とができず，それらの複雑な組み合わせ素性を考慮することが必要となる．例え

ば次の文について考える．

�� ��太郎は　望遠鏡で，　遠くの　風景を　眺めた

この例では，「遠くの」という文節は「風景を」という文節に，それ以外の文節は

すべて「眺めた」に係る．もし，基本素性のみでこの文節を決定しようとした場

合，問題が生じる．日本語の文節は，統計的に直後の文節に係やすいため，すべ

ての文節が「文節間距離が１」という素性のみを頼りに直後に係ってしまう．

　これに対応するためには，二つ以上の基本素性の組み合わせ（＝組み合わせ素

性）の考慮が必要となる．例えば文節「太郎は」は，語形に格助詞「は」を持つ

ため，主辞が動詞のものにかかりやすく，この候補中では「眺めた」に最も係り

やすい．この場合，係り元語形が格助詞であり，係り先主辞が動詞であるという

２つの素性の組み合わせにより判別が可能となる．また「望遠鏡で，」などのよう

に文節中に読点が存在する場合には，直後の文節には係りにくいという傾向があ

り，これは係り元読点の有無と文節間距離という２つの素性の組により判別でき

る．このように，係り受け解析を解くためには，２つ以上の素性の組み合わせを

考慮しなければ，精度を上げることはできない．

　これまでの研究では，組み合わせ素性の獲得は，非線形カーネルを用いた SVM

に頼っていた [3][6][7]．その他の研究として，内元ら [1]は係り受け解析に有効と

思われる２～５つまでの組み合わせ素性を人手で選定し，最大エントロピー法に

より学習を行っている．また，吉永ら [10]は，多項式カーネルの展開により明示

的な素性の組み合わせを考慮し，よく出現するものについてトライ木を使って効

率的に重みを保持している．
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3.2 フィードフォワード型ニューラルネットワーク

　ニューラルネットワークは，その構造の違いにより幾つかの種類が存在するが，

最も単純な構成は，入力層・中間層・出力層を持つ 3層のフィードフォワード型

ニューラルネットワークである．出力層が 1ノードの場合の 3層のフィードフォ

ワード型ニューラルネットワークは，システム全体を多変数入力・一変数出力の

関数と見た時，中間層の素子数を増やすことで任意の関数近似能力を得ることが

できることで知られている [16]．

　例として 1入力 1出力，中間層 N 次元の場合の 3層ニューラルネットを図 1

に示す．システムへの入力 x，及びパラメータである入力重みベクトル w =

(w1, w2, · · · , wN)，バイアス b = (b1, b2, · · · , bN) ，出力層重みベクトル w′ =

(w′
1, w

′
2, · · · , w′

N) とすると，出力 y は次のように書き表せる．

y =
N∑
i=1

w′
i · f (wix+ bi) (1)

　ここで，f は活性化関数と呼ばれ，中間ノードの出力値を変換する関数であ

る．活性化関数には通常，シグモイド関数やハイパボリックタンジェントなどの非

線形の関数が用いられるが，入力値が連続値を取る場合はRadial Based Function

（RBF）が用いられることもある [17]．活性化関数に非線形関数を用いることで，

入力と出力の非線形な関係を捉える事が可能となる．入力がM次元 x ∈ RM の

場合，(1)式は，

y =
N∑
i=1

w′
i · f

(
wT

i x+ bi
)

(2)

と表せる．ここで，wiは中間ノード iにおける入力重みベクトルであり，行列

として表せば，W ∈ RM×N となり，

y = w′Tf (Wx+ b) (3)

を得る．パラメータである入力重み行列 W，出力ベクトル w′，及びバイアス

ベクトル b は，誤差逆伝搬法を用いて勾配を計算することができる．
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…
 

𝑥 𝑦 

𝑤1 

𝑤2 

𝑤𝑁 

𝑏1 

𝑏2 

𝑏𝑁 

𝑤1
′  

𝑤2
′  

𝑤𝑁
′  

図 1: 1入力 1出力のニューラルネット

3.3 モデル概要

　本研究では，ニューラルネットの出力層を 1次元として，二文節間の係る確率 p

の直接モデル化を行う．ニューラルネットワークの入力層を準備するための前処

理として，基本素性の one-hot ベクトル化を行う．one-hot ベクトルとは，ベク

トル中の一つの次元のみ１で，それ以外は０となるベクトルである．抽出した素

性に対し，得られた素性値に対応する箇所だけ１，それ以外を０として one-hot

ベクトルを作成する．one-hotベクトルの各次元は，学習コーパス中で n回以上

出現した素性値の数＋１だけ用意し，該当する素性が無かった場合に１となる次

元を用意する．

　例えば，係り元主辞表層形 fsが，学習コーパス中で n回以上 {日本,示す } と
いう素性値で出現したとする．この時，fs の one-hotベクトルは

v =
(
f
s:日本, f

s:示す, fs:NONE

)
(4)

の様に表される．ただし，f
s:日本 ∈ {0, 1} は，（fs = 日本）の時に 1，そうでな

い場合 0である．fs:NONEは，解析時に fsが {日本,示す } の何れでもない場合
に 1となる．その他の素性テンプレートについても同様に one-hotベクトル化を

行う．その後，得られた one-hotベクトルをすべて結合し，ニューラルネットの

入力ベクトル v ∈ RN を作成する．

　作成した N 次元入力ベクトル v ∈ {0, 1}N から，D 次元の中間層ベクトル

h ∈ RDを作成する．

h = tanh (W1v + b1) (5)
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ここでW1は入力重み行列，b1は入力バイアスベクトルである．また，活性化関

数にはハイパボリックタンジェントを用いる．

　W1は，例えば入力・中間層がそれぞれ30000，200次元であれば，W1 ∈ R200×30000，

b1 ∈ R200となり，30000次元の入力ベクトルを 200次元に落とす線形変換を行

う．組み上げた中間層ベクトル hと，重みベクトルw2との内積を取り，出力値

y ∈ Rを得る．

y = wT
2 h (6)

さらに，得られた出力値 yに，シグモイド関数を通して 0～1の確率値 pを得る．

p = sigmoid(y)

=
1

1 + exp(−y)
(7)

このスカラ値 pを二文節が係る確率とする．概要を図 2に示す．

0 ... 0 1 0 ... 0 0 ... 0 1 0 ... 0 1 0 0 0 

係り元主辞 

遠
く 

1 

文節間距離 

無
し 

読点 

風
景 

係り先主辞 

･･･ 

･･･ 

𝒉 

𝒗 

concat 

tanh(𝑊1𝒗 + 𝒃1) 

𝜙(𝑥, 𝑑𝑖 , 𝑑𝑗) 

𝑝 

𝜎(𝒘2
𝑇𝒉 + 𝑏2) 

遠くの 風景を 

𝑝(𝑥, 𝑑𝑖 , 𝑑𝑗) 

𝑑𝑖 𝑑𝑗 

図 2: ニューラルネットの構成図
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損失関数には，クロスエントロピー関数を用いる．i番目の学習サンプルにお

ける教師信号を ti ∈ {0, 1}，入力ベクトルを viと表すと，損失関数は次のように

表せる．

L = −
K∑
i=1

ti log(pi) + λ
∑
θ∈Θ

θ2 (8)

ここで，piは式 (7)で得られた，入力ベクトル viに対するモデルの出力した確率

値である．また，右辺二項目はL2正則化項であり，λは正則化重み係数，Θはモ

デルの全パラメータである．この損失 LをパラメータΘについて偏微分を行い，

得られた勾配を用いてLの最小化を行う．学習勾配の計算にはAdaGrad[18]を用

い，ミニバッチによる学習を行う．

3.4 係り受け解析モデル

　第 2.1で説明したように，本研究では最も簡素な解析手法である文節末から係

り先を貪欲に同定していくアルゴリズム [1]を用いる．この解析法を利用する理

由としては，（１）実装が簡単であること，及び（２）二文節が係る確率が直接得

られることである．解析は，文末の文節から一つ手前の文節から，文頭に向けて

１つずつ係り先を同定していくことになる．この手法では，二文節間の係る確率

を計算できるため，文末から文頭に向けてビームサーチを行うことができるが，

本研究では最も確率が高いものに係る（n = 1）とし，貪欲に選択を行う．

　また，文節の係り先候補については，非交差条件を考慮した枝刈りを行う．非

交差条件は，図 3に示すように，係り元文節と係り先文節の間にある文節が，係

り先文節を越える係り受けを持つことは無いという仮定である．交差のある文は

日本語文において起こり得るものの，交差のない係り受けにときほぐせる場合が

多い．交差を持つ文は新聞記事等では殆ど見られないため，非交差条件を仮定し

て解析を行う．

馬刺しを 熊本に 食べに 行った 

馬刺しを 食べに 熊本に 行った 

図 3: 交差のある係り受け（上）及びない係り受け（下）
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4 既存研究との比較と分析

　本章では，はじめに高度な専門性により設計された組み合わせ素性を用いた内

本らの手法 [1]と，同じ素性設定で基本素性のみを入力としたニューラルネット

との比較実験を行い，ニューラルネットが人手で獲得されていた組み合わせ素性

を獲得することができるかについての検証を行う．また，実際にどのような組み

合わせ素性が獲得されたのかについて，学習された入力-中間重み行列W1の内部

を可視化することにより，分析を行う．

　その後，同じ解析法で，多項式カーネルを用いた SVMによるアプローチを取っ

ている工藤らの手法 [2]との比較を行い，多項式カーネルにより暗黙的に組み合

わせ素性を獲得した場合に対し，ニューラルネットが同等の性能を出すことがで

きるかについての実験を行う．

4.1 内元ら [1]との比較

4.1.1 ベースライン

　ベースラインとして，絶対モデルを最大エントロピー法で学習した内本ら [1]の

モデルを用いる．内元らは，基本素性に加え，言語的直感に基づいて設計された

基本素性の組み合わせ素性を考慮している．しかしながら，組み合わせを人手に

より列挙するためには，高度な専門性が必要とされ，また人手では有効な組み合

わせをすべて列挙しきれないという欠点がある．これに対し，内本らの素性設定

において，組み合わせ素性をすべて除き，基本素性のみを用いてニューラルネッ

トを学習し，組み合わせ素性の列挙の必要なしに，より良い組み合わせ素性が獲

得されるかの調査を行った．

　内本らの組み合わせ素性は，表 1で示した基本素性の２～５つ組を抽出する．

具体的な素性については（付録A）で示す．内元らは，係り元・係り先の二文節

間から抽出した基本素性と組み合わせ素性を用いて，ロジスティック回帰（最大

エントロピー法）により二文節が係る確率をモデル化した．

　入力文 xが与えられた時，文中の文節 diが文節 djに係る確率は，

p (di → dj|x) =
1

1 + exp (−wTϕ (x, di, dj)− b)
(9)

と表される．ここで，wは重みベクトル，bはバイアス，ϕは素性関数である．素
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･･･ 
基本素性 組み合わせ素性 

𝑝(𝑑𝑖 → 𝑑𝑗) 

ロジスティック回帰モデル 

･･･ 
基本素性 

･･･ 

中間層 

𝑝(𝑑𝑖 → 𝑑𝑗) 

ニューラルネットモデル 

図 4: ロジスティック回帰と３層ニューラルネット

性関数 ϕは，基本素性と組み合わせ素性からなる 0, 1ベクトルを返す関数である．

ロジスティック回帰は，pのロジットが線形であると仮定するモデルであり，上

式は

log

(
p

1− p

)
= wTϕ (x, di, dj) + b (10)

と変形できる．

　ロジスティック回帰によるモデルとニューラルネットによるモデルによる差異を

わかりやすく表したものを図 4に示す．大きな違いはロジスティック回帰は入力と

して明示的に組み合わせ素性（人手による設計）を加えているのに対し，ニュー

ラルネットモデルは入力間の組み合わせを中間層で暗黙的に獲得することを試み

る点である．内元らのロジスティック回帰モデルに対し，ニューラルネットモデ

ルの性能が高ければ，人手では捉えきれなかった有益な組み合わせを獲得できて

いるといえる．
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4.2 使用する基本素性

　ニューラルネットへの入力として加える基本素性として使うものは，内本ら [1]

の手法で使われた 43種の素性である．表 1に基本素性の詳細を示す．これらの基

本素性は，多少の差異はあれど，日本語係り受け解析においてほぼ等しく使われ

ているものである．

　表 1において，素性は係り元及び係り先に関する素性，文節間に関する素性，

その他の素性に分けられる．係り元及び係り先に関する素性において，主辞と述

べられているのは，文節内の形態素のうち，品詞が特殊または助詞であるものを

除く最も文末の形態素であり，語形は，品詞が特殊であるものを除く最も文末の

形態素である．また，助詞１は文節中の最も右端にある助詞を示し，同じく助詞

２は右端から２番めの助詞を表す．

　これらの基本的な係り元と係り先の情報に加え，文節間に関する情報も抽出す

る．文節間距離はバケツ素性であり，文節が隣り合っている場合はA，２～５文

節離れている場合はB，６文節以上離れている場合はCとなる．また，文節間に

存在する文節について，係り元と同じ語形を持つものや，係り先と同一の主辞を

持つ文節も抽出する．この素性は並列構造を捉えるために有効である考えられて

いる．

表 1: 使用した基本素性

位置 詳細

係り元及び 主辞表層形・品詞・品詞再分類・活用形・活用型

係り先 語形表層形・品詞・品詞再分類・活用形・活用型

句読点有無

助詞１表層形・品詞，助詞２表層形・品詞

括弧開・閉の有無

文節間 文節間距離（A:１，B:２～５，C:６～）

括弧開・閉の有無

係り元同一語形・品詞・品詞再分類・活用形・活用型

係り先同一主辞・品詞・品詞再分類・活用形・活用型
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4.2.1 実験設定

　ベースラインで用いられている素性は，組み合わせ素性も含むすべての素性に

ついて，出現頻度が 3以下のものを除外してある．これにならい，出現頻度が 3

回以上の基本素性をニューラルネットの入力とした．学習・開発・テストについ

ては，京都大学テキストコーパス Version 4.01を用いた．詳細について表 2に示

す．

表 2: 学習及びテストに用いたコーパス

学習 1月 1日,3日-8日分

開発 1月 10日分

テスト 1月 9日分

　ベースラインはClassias2を使い，LBFGSを用いたロジスティック回帰により

学習を行った．ニューラルネットは第 3章で説明した構成で，Chainer3を用いて

実装を行った．学習にはAdaGradを用い，k = 2048のミニバッチ学習を適用す

る．また，中間層の次元を 10, 50, 100, 200, 500と変化させた場合のニューラルネッ

トをFFNN-10, .., FFNN-500と表し，それぞれ学習を行った．モデルのハイパパ

ラメータとして，AdaGradの初期学習率 α 及び L2正則化パラメータ λ がある

が，これらは事前に開発セットに対して損失が最小となるようなパラメータのグ

リッドサーチを行い，α = 10−2 及び l2 = 10−5 を得た．

4.2.2 実験結果

　実験結果を表 3に示す．ここで，係り受け正解率とは，テストセット中に含ま

れる文末以外の各文節の係り先が正しく推定された割合を示し，文正解率とは文

節の係り先がすべて正しく推定されている文の割合を示す．また，表中の「基本

素性のみ」とは，基本素性のみを用いてロジスティック回帰を行った場合（組み

合わせ素性を一切加えなかった場合）であり，参考までに示した．

　実験結果から，ニューラルネットを用いたモデルが，すべての中間層設定にお

いて係り受け正解率・文正解率において共にベースラインを越える精度を出して
1http://nlp.ist.i.kyoto-u.ac.jp/
2http://www.chokkan.org/software/classias/
3http://chainer.org/
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いることが分かる．また，中間層を増やすことで精度が上昇することが確認でき

た．これは，中間層が増えるに連れ，より多くの入力間の組み合わせ素性を考慮

することができるためであると考えられる．この実験により，人手による列挙で

は捉えきれなかった有効な組み合わせ素性も，基本素性のみを入力としたニュー

ラルネットであれば獲得することができることが分かった．

表 3: 内本ら [1]の素性設定における係り受け正解率及び文正解率

モデル 係り受け正解率 文正解率

基本素性のみ 70.70 13.93

ベースライン 87.41 44.10

FFNN-50 88.11 46.07

FFNN-100 88.21 45.98

FFNN-200 88.24 46.64

FFNN-500 88.44 45.90
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4.3 学習された重みパラメータの分析

　本節では，ニューラルネットがどのように組み合わせ素性を獲得しているのか

を理解するために，学習された重みパラメータの分析を行う．ニューラルネット

の組み合わせの獲得は入力-中間層間の線形変換-tanh関数との間で行われるため，

分析を行うパラメータは，入力-中間層の重み行列W1である．

　学習に用いた素性設定は内元らの素性設定（表 1）で，学習するニューラルネッ

トは中間層を５０次元とした．各基本素性テンプレートに対し，対応する入力-中

間層の重みの絶対値が閾値 σ = 0.2 を超える場合の素性の数をカウントした．さ

らに，得られたカウント値を各素性テンプレートに対する素性数で割り，各テン

プレートの素性が閾値を超える割合を算出した．これを各中間層毎に繰り返し，

素性テンプレートと中間層の発火パタンを視覚的に表したものを図 5に示す．

図 5: 入力-中間層行列の発火パタン（縦軸：基本素性テンプレート，横軸：対応

する中間層）

　図 5の縦軸は基本素性テンプレート，横軸は各中間層（５０次元）である．色
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が濃い部分は，大きな重みを持つ素性の割合が大きいことを示している．図 5に

おいて，強く参照されやすい基本素性は，係り元読点有無（s pnk），係り先読

点有無（d pnk），係り先括弧有無（d bo/d bc），文節間句読点（b pnk），文

節間「は」（b ha），文節間距離（b gap），係り元同一語形及び係り先同一語形

（b eqs/b eqd），文節間括弧（b bra）である．これらは係り受け解析において重

要な役割を果たす素性であり，ニューラルネットがそれらを元に組み合わせの獲

得を行っていることが分かる．

　しかしながら，係り元主辞・語形表層（s h0/s f0）及び係り先主辞・語形表層

（d h0/d f0）は重みが閾値を超えた素性が殆どない．これは，表層素性が他の素

性に比べて出現数が多いためでり，閾値を越える重みを持つ素性の割合ではなく

カウント値を表したものを図 6に示す．この図ではカウント値をそのまま反映し

ているため，素性数が大きな表層素性（s h0/s f0/d h0/d f0）のみが示される結

果となる．

図 6: 入力-中間層行列の発火パタン
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図 6から，表層形素性には閾値を超える重みが割り当てられる素性が多く存在

するが，図 5と対比させると，強い重みを持つ素性の割合が，他の素性に比べて

圧倒的に少ないことが伺える．即ち，表層素性の内の幾らかは係り受け解析に貢

献するような重みの学習が行われるが，それ以外の殆どの素性は解析に貢献しな

いことになる．この様な結果が得られる原因として，文節の係り関係に，係り元

と係り先の定型的な表現が大きく影響しており，定型的な表現以外のものは殆ど

係り関係に解析に影響を及ぼさないということが考えられる．

4.4 工藤ら [2]との比較

4.4.1 ベースライン

　同じく文末から係り先を決定していく解析法を用いた手法として，工藤らの手

法 [2]が挙げられる．工藤らは多項式カーネルを用いた SVMを学習し，学習さ

れたパラメータを用いて擬似的に二文節が係る確率を計算するという，Support

Vector Regression[19]に近い手法が用いられている．具体的には，入力及びサポー

トベクトルから算出したスコアにハイパボリックタンジェント関数を適用し，擬

似的な確信度として扱っている．

　非線形カーネルを用いた SVMの学習に対する計算量は，学習事例数 nに対し

てO(n3)となる [20]．そのため，学習事例数が大となる係り受け解析では，学習

に非常に長い時間を要する．これに対し，ニューラルネットは適切な学習率，正

則化重み，パラメータの初期値を用いれば，これらに対して遥かに高速に学習を

終えることができる．

　工藤らは，計算量の問題に対処するため，学習コーパスを京大コーパス 1月 1

日～6日分までに限定している．本節では，実験設定を工藤らと同じ素性設定及

び学習データにした上で，非線形カーネルを用いて暗黙的に組み合わせ素性の獲

得を行う SVMと比較して，同じく暗黙的に組み合わせを獲得するニューラルネッ

トが，どれだけの性能を示すことができるかの検証を行う．

4.4.2 素性設定及び実験設定

　工藤らの用いた素性設定は，内本らが用いた素性と殆ど同じだが，動的素性を

考慮している点で異なる．動的素性とは，解析時に得られる情報を素性として加

えたものであり，解析精度を向上させることが知られている [2][5][4][3][6]．本実

験で用いる素性表を 4に示す．
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表 4: 使用した基本素性

位置 詳細

係り元及び 主辞表層形・品詞・品詞再分類・活用形・活用型

係り先 語形表層形・品詞・品詞再分類・活用形・活用型

括弧開・閉の有無

句読点の有無

文頭・文末

文節間 文節間距離（A:１，B:２～５，C:６～）

括弧の有無

格助詞の有無

句読点の有無

動的素性 係り先に係る文節の語形表層形

ここで述べられている動的素性は，文末から解析を行っていく際に，前の解析

ステップで得られた係り情報を元に作成される．また，工藤らと同様に，素性の

最低出現頻度による除去は行わず，1度でも出現したすべての素性をモデルへの

学習に加えた．

4.4.3 実験結果

　工藤らの手法と比較した場合のニューラルネットの結果を表 5に示す．実験結

果から，多項式カーネルを用いた SVMに対し，同じコーパス及び素性設定を用

いたニューラルネットが近い性能を示すことが分かった．これは，多項式カーネ

ルを用いた SVMが暗黙的に獲得していた組み合わせ素性と同等の性能を示す組

み合わせを，ニューラルネットが獲得できる事を示唆している．

　ニューラルネットを学習は，CPU：Xeon E5-2430 v2(2.5GHz) において，約２

時間を要した．但し実装は Pythonにより行っているため，最適化のかかる言語

による実装を行えばさらなる高速化が望める．また，ニューラルネットを用いた

場合には，行列計算に粗演算を用いること [21]や，予めよく出現する入力素性に

ついての行列演算を行っておくという工夫 [13]が行えるため，更に高速な学習及

び解析が可能である．

　ニューラルネットの学習及び解析は，多項式カーネルを用いた場合の SVMに
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比べて遥かに速いことを考えると，より短い学習時間で効率的に組み合わせを獲

得できているということが言える．

表 5: 工藤ら [2]の素性設定における係り受け正解率及び文正解率

モデル 係り受け正解率 文正解率

FFNN-500 87.98 44.10

工藤ら [2] 88.66 44.47
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5 単語分散表現の導入の検討

　本節では，まずはじめに単語分散表現についての解説を行い，その後，ニュー

ラルネットを用いた日本語係り受けへの単語分散表現導入の検討を行う．

5.1 単語分散表現とは

　単語分散表現とは，単語素性の one-hotベクトル（第 3.3節参照）の代わりに，

単語一つ一つに密なベクトルを割り当てることにより単語を表現すること指す．

この時に用いられる密なベクトルは，例えば単語共起頻度行列に対して特異値分

解（SVD）による次元圧縮を行ったものなどが用いられる．分布仮説によれば，

似たような意味を持つ単語同士は同じような共起パタンを持つ．従って，単語共

起行列を圧縮することによって得られる分散表現は，共起パタンにおけるノイズ

成分を減らしつつ，似た意味の単語は似たベクトルを持つような表現となる．

　入力として one-hotベクトルの代わりに単語類似度が正しく反映されるような

単語分散表現を用いることは，一般的に有益であると考えられている．例えばあ

るタスクにおいて，学習に使用できるデータが限られており，学習時に出現しな

かった単語がテスト時に未知語として出現したとする．この時，テスト時では未

知語に対して「未知語が来た」という素性を入力する程度のことしかできず，十

分に対処することができない．しかしながら，単語分散表現は主タスクとは別の

大規模コーパスにより学習し，大きなボキャブラリを持っているため，主タスク

において未知語であったとしても，未知語の単語分散表現を用いることで，主タ

スク中に存在する似た意味の別の単語と同じように扱われることができる．

　より良い単語分散表現を得るために，これまでに様々な手法が提案されてきたが，

Mikolovらが提案したword2vec[22][23]は，Noise Contrastive Estimation[24][25]

を用いることより学習時間を大幅に短縮しつつ，単語類似度と単語アナロジーを

よく表す単語分散表現の獲得ができるとして注目を浴びた．

　近年，大規模コーパスから学習済みの単語分散表現をモデルの入力として加え

るだけではなく，それらを初期値とするパラメータを用意し，主タスクでの学習

時に更新することにより，より良い性能を出すとする研究が報告されている [12]．
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5.2 英語における類似モデル

　英語における係り受けタスクでは，Chenらが３層のニューラルネットを用い

た手法を提案しており [13]，既存手法と並ぶ精度を達成しつつ，より高速な解析

を行ってみせた．それに続くように，より複雑な構成のニューラルネットを用い

て係り受けタスクを解くモデルが次々と提案され，state-of-the-artの性能を競っ

ている [14][15]．しかしながら，これらの手法ではニューラルネットに加え，例外

なく単語分散表現も使用されている．単語分散表現を使うメリットは上記第 5.1

で説明したが，各種法が達成した成果がニューラルネットによるものか，単語分

散表現によるものかが明らかではなかった．

単語分散表現のメリットやChenらの先行研究から考えれば，同じくニューラ

ルネットを用いた日本語の係り受け解析において，単語分散表現を用いることに

よる性能向上が望めるはずである．本章では以降，第 3章及び第 4章で述べてき

た日本語係り受け解析に対するニューラルネットに対し，単語分散表現を適用し

た場合の影響について詳細に議論する．
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5.3 ニューラルネットに基づく日本語係り受け解析への単語分散

表現の導入

　本節では，単語分散表現の有効性を検証するために，単語分散表現を用いた場

合と用いなかった場合のニューラルネットの比較実験を行う．ベースラインとす

るモデルは第 3章及び第 4章で説明した中間層 200次元のニューラルネットであ

る．このニューラルネットに対し，係り（元・先）文節の（主辞・語形）の表層

形素性を，one-hotベクトルから単語分散表現に変更した場合についての実験を

行う．主辞・語形の表層形素性のみに対して単語分散表現を適用する理由として

は，素性の異なり数が少ないような素性（例：文節間距離（３値））はテストデー

タ中で未知語となる確率が低いため，分散表現を用いても効果がないと考えられ

るためである．

表 6に，テストデータ中に出現するが学習データに出現しない未知語数を各表

層素性について求めたものを示す．テストセットで出現する表層素性のうち，約

30%程度が未知語であり，テストセット中に多くの未知語が存在することが分か

る．よって，大規模コーパスから予め未知語に対する分散表現を学習することに

より，未知語への対応関係が捉えられ，性能向上が望めると考えられる．

表 6: テストデータにおける各表層素性の未知語数（未知語数/素性数）

係り元主辞 係り元語形 係り先主辞 係り先語形

1325/4396 566/1636 1357/4472 636/1855

5.3.1 実験設定

　素性設定は第 4.1節で用いた，内本らの基本素性（表 1）を用いる．係り元主辞

表層形・係り元語形表層形・係り先主辞表層形・係り先語形表層形について，それ

ぞれ独立に 50次元の単語分散表現を用意する．単語分散表現の学習は，Mikolov

らのword2vec[22][23]4を用い，日本語Wikipedia（約 1.9GB）により行った．中

間層は Chenらに従い，200次元とした．また，大規模コーパスで学習した単語

分散表現の初期化によるメリットを見るために，ランダムに初期化した分散表現

を用いたモデルも用意した．

4https://code.google.com/archive/p/word2vec
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5.3.2 実験結果

　得られた実験結果を 7に示す．実験結果から，単語分散表現を導入した場合は，

導入しなかった場合に比べて精度が下がる結果となった．また，単語分散表現の

初期化を word2vecを用いて行った場合の精度は，ランダムに初期化した場合を

下回る結果となった．

表 7: 単語分散表現の初期化に対する精度の変化

単語分散表現 初期化 係り受け正解率 文正解率

無し 88.65 47.05

50次元 word2vec 87.87 43.85

50次元 ランダム 88.19 44.67

　まず，ランダムに初期化した場合が word2vecで初期化した場合に比べて精度

が高いことについての考察を行う．ランダムによる単語分散表現行列は，中間層

の各ノードの値が平均 0，分散 1となるように初期化される．このように初期化

しなかった場合，中間層のハイパボリックタンジェントへの入力が小さすぎる，

あるいは大きすぎるため，学習に非常に時間がかかったり，局所解に陥りやすく

なる事が経験的に知られている [17]．しかしながら，大規模コーパスにより学習

された単語分散表現は，初期値とする単語分散表現行列の平均と分散が正しく設

定されているとは限らない．また，二つの単語の類似度が単語ベクトルのコサイ

ン類似度 5により表わされるように学習されているため，分散表現の行列に対し

て，次元毎の正規化を行うことができない．

　次に，単語分散表現を用いない場合に比べて精度が悪化していることについて

の考察を行う．単語分散表現を用いない場合は，入力層には単語表層形 one-hot

ベクトルが加えられる．しかしながら，単語分散表現を用いた場合は，one-hot

ベクトルに分散表現の行列をかけて単語分散表現を得て，入力として加える事に

なる．即ち単語分散表現を取り入れることは，one-hotベクトルを入力とした際

の入力-中間層の間に，単語分散表現のための行列を組み込む操作と等価であり，

一種の行列分解を行っている事になる．この時の分散表現の次元数 dはモデルの

ハイパパラメータとなり，最適な dが存在すると考えられる．

5コサイン類似度 cossim(x,y) = xTy
|x||y|
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　最適な dを用いた単語分散表現が，単語分散表現を用いなかった場合に比べて

どのような結果となるかについて次節で考察を行う．

5.4 次元数を変化させた場合

　単語分散表現の次元数 dを調節することで，少ないパラメータで元の行列を表

すような一種の正則化の効果が得られるため，最適な dが存在すると考えられる．

第 5.3.1節における実験において，分散表現の次元はChenらのモデル [13]に従い

50次元としたが，この分散表現の次元数 d = 10, 50, 100, 150, 200を変化させた場

合に，精度にどのような変化が見られるかの実験を行った．また，word2vecによ

る単語分散表現による初期化による精度向上は見られなかったため，ここでは単

語分散表現の初期値をランダムとしている．実験結果を表 8に結果を示す．

　表 8から，次元 dが中間層の次元より小さい場合，入力-中間層重み行列の行列

分解を行うことになる．以下の場合，d = 100の時にもっともよい精度を出すこ

とができた．

　しかしながら，単語分散表現を用いなかった場合（分散表現次元数＝なし）に

比べ，精度は低い結果となった．これは，分散表現を用いない場合の入力-中間層

の重み行列を分解することが，精度に悪影響を及ぼしているということを示して

いる．このことから，第 4.3節で説明したように一部の表層素性のみが強く参照

され，それ以外の素性は余り出力値に影響するように学習されないような場合，

分散表現の導入による行列分解を行わずに，直接素性の one-hotベクトルを入力

として加えた方が良いということが考えられる．

表 8: 単語分散表現の次元数を変化させた場合

中間層次元数 分散表現次元数 係り受け正解率 文正解率

200 なし 88.65 47.05

200 10 87.79 44.01

200 50 88.19 44.67

200 100 88.34 45.49

200 150 88.18 45.00

200 200 87.98 45.08
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6 おわりに

　本研究では，日本語係り受け解析において，文末から貪欲に同定していく解析

法に対する 3層フィードフォワードニューラルネットの実装を行い，その有用性

を証明するために，既存手法の持つ欠点を克服することができるかについて，実

証を行ってきた．まずはじめに，高度な専門性により人手で設計された組み合わ

せ素性によるモデルに対し，基本素性のみを入力とした場合のニューラルネット

が，人手では捉えきれなかった組み合わせ素性の獲得により，より高い精度を達

成できることを証明した．またその際に，学習された入力-中間層重み行列を可視

化することで，どのような組み合わせが獲得できているかを把握でき，係り受け

解析において有用だと考えられる素性が抽出されていることが分かった．

その後，ニューラルネットと同じく，入力間の組み合わせを暗黙的に考慮でき

るモデルとして，多項式カーネルを使った SVMとの比較実験を行った．実験か

ら，ニューラルネットは多項式カーネルを用いた SVMに比べて僅かに低い精度

となるものの，SVMより高速に学習・解析ができる事を示した．

最後に，本研究の後半において，海外の係り受けタスクにおいて本研究と同じ

モデルを用いたChenらの研究にならい，日本語係り受け解析に対して単語分散

表現を取り入れた場合について各種実験を行った．大規模コーパスにより学習し

た単語分散表現を初期値とした実験から，テストセットに多くの未知語が有るに

も関わらず，精度を上げることはできなかった．しかしながら，単語分散表現の

初期値をランダムとした上で，分散表現の次元数がモデルに与える影響について，

行列分解という観点からの説明を行うことができた．
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付録

A 内本 [1]における素性設定

表 9: 基本素性一覧

ID 素性名 素性数 例

係り元素性

0 主辞表層形 13991 して,する,した,し,こと

1 主辞品詞 14 名詞,動詞,形容詞,副詞,指示詞

2 主辞品詞細分類 22 普通名詞,サ変名詞,数詞,時相名詞

3 主辞活用形 31 サ変動詞,母音動詞,子音動詞ラ行,ナ形容詞

4 主辞活用形細分類 42 基本形,タ系連用テ形,基本連用形,タ形

5 語形表層形 5544 の,は,を,に,が

6 語形品詞 14 助詞,動詞,名詞,接尾辞,形容詞

7 語形品詞細分類 27 格助詞,接続助詞,副助詞,普通名詞

8 語形活用形 33 母音動詞,サ変動詞,子音動詞ラ行,ナ形容詞

9 語形活用形細分類 39 基本形,基本連用形,タ形,タ系連用テ形

10 助詞１ 60 の,は,を,に

11 助詞１品詞 5 格助詞,接続助詞,副助詞,終助詞

12 助詞２ 44 で,に,など,と

13 助詞２品詞 5 格助詞,副助詞,接続助詞,終助詞

14 句読点有無 3 、,。,None

15 括弧開の有無 6 「,『,（,“ ,None

16 括弧閉の有無 6 」,』,）,”,None

係り先素性

17 主辞表層形 14271 した,して,する,こと,さ

18 主辞品詞 14 名詞,動詞,形容詞,判定詞,助動詞

19 主辞品詞細分類 23 普通名詞,サ変名詞,数詞,形式名詞

20 主辞活用形 32 サ変動詞,母音動詞,子音動詞ラ行,子音動詞ワ行

21 主辞活用形細分類 41 基本形,タ形,タ系連用テ形,基本連用形

22 語形表層形 6345 と,が,の,を,に

23 語形品詞 14 助詞,動詞,接尾辞,名詞,形容詞
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ID 素性名 素性数 例

24 語形品詞細分類 28 格助詞,動詞性接尾辞,接続助詞,副助詞

25 語形活用形 34 母音動詞,サ変動詞,子音動詞ラ行,子音動詞ワ行

26 語形活用形細分類 39 基本形,タ形,基本連用形,タ系連用テ形

27 助詞１ 64 と,が,の,を

28 助詞１品詞 5 格助詞,接続助詞,副助詞,終助詞

29 助詞２ 41 と,など,に,で

30 助詞２品詞 5 格助詞,副助詞,接続助詞,終助詞

31 句読点有無 3 。,、,None

32 括弧開の有無 6 「,“ ,『,（,None

33 括弧閉の有無 6 」,』,”,）,None

文節簡素性

34 距離 3 A,B,C

35 読点の有無 2 True,False

36 「は」の有無 2 True,False

37 括弧開閉の有無 4 NN,OC,NC,ON

係り元同一語形文節

38 有無 2 False,True

39 主辞品詞 12 助詞,動詞,接尾辞,名詞

40 主辞品詞細分類 21 格助詞,接続助詞,副助詞

41 主辞活用形 18 サ変動詞,母音動詞,イ形容詞アウオ段

42 主辞活用形細分類 20 基本形,タ形,基本連用形

係り先同一主辞

43 有無 2 False,True

44 語形表層形 9 動詞,名詞,判定詞,助動詞

45 語形品詞 12 普通名詞,形式名詞,サ変名詞

46 語形品詞細分類 17 サ変動詞,判定詞,子音動詞ラ行
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表 10: 組み合わせテンプレート一覧

組み合わせテンプレート（ID表記）

2素性 (5,17), (6,17), (7,17), (5,18), (6,18), (7,18), (5,19), (6,19), (7,19)

3素性 (5,18,34), (6,18,34), (7,18,34), (5,19,34), (6,19,34), (7,19,34), (5,18,35), (6,18,35),

(7,18,35), (5,19,35), (6,19,35), (7,19,35), (5,18,36), (6,18,36), (7,18,36), (5,19,36),

(6,19,36), (7,19,36), (5,18,37), (6,18,37), (7,18,37), (5,19,37), (6,19,37), (7,19,37),

(5,18,38), (6,18,38), (7,18,38), (5,19,38), (6,19,38), (7,19,38), (5,18,39), (6,18,39),

(7,18,39), (5,19,39), (6,19,39), (7,19,39), (5,18,40), (6,18,40), (7,18,40), (5,19,40),

(6,19,40), (7,19,40), (5,18,41), (6,18,41), (7,18,41), (5,19,41), (6,19,41), (7,19,41),

(5,18,42), (6,18,42), (7,18,42), (5,19,42), (6,19,42), (7,19,42), (5,18,43), (6,18,43),

(7,18,43), (5,19,43), (6,19,43), (7,19,43), (5,18,44), (6,18,44), (7,18,44), (5,19,44),

(6,19,44), (7,19,44), (5,18,45), (6,18,45), (7,18,45), (5,19,45), (6,19,45), (7,19,45),

(5,18,46), (6,18,46), (7,18,46), (5,19,46), (6,19,46), (7,19,46), (32,33,37), (10,12,18),

(10,12,19), (11,13,18), (11,13,19)

4素性 (5,18,14,31), (6,18,14,31), (7,18,14,31), (5,19,14,31), (6,19,14,31), (7,19,14,31),

(0,5,17,22), (0,6,17,23), (0,7,17,24), (1,5,18,22), (1,6,18,23), (1,7,18,24), (2,5,19,22),

(2,6,19,23), (2,7,19,24), (5,18,38,43), (6,18,38,43), (7,18,38,43), (5,19,38,43),

(6,19,38,43), (7,19,38,43)

5素性 (0,5,17,22,34), (0,6,17,23,34), (0,7,17,24,34), (1,5,18,22,34), (1,6,18,23,34),

(1,7,18,24,34), (2,5,19,22,34), (2,6,19,23,34), (2,7,19,24,34), (1,10,12,18,22),

(1,11,13,18,22), (2,10,12,19,22), (2,11,13,19,22), (1,10,12,18,23), (1,11,13,18,23),

(2,10,12,19,23), (2,11,13,19,23), (1,10,12,18,24), (1,11,13,18,24), (2,10,12,19,24),

(2,11,13,19,24)
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